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1. ⼤規模⾔語モデルに関わる基礎知識
および最新動向
・ニューラルネットを⽤いた⾃然⾔語処理
・BERT、GPT-3
・ChatGPT、Llama、Gemma
・LLMのチューニング関連

安藤厚志
専⾨︓⾳声からの⾮⾔語・
パラ⾔語情報の認識
NTT⼈間情報研究所
主任研究員．
IEICE-SP/IPSJ-SLP研究会幹
事, ʼ19ASJ粟屋潔学術奨励賞

2. LLMのマルチモーダル拡張における
⾳声の理解と⽣成
・⾳声情報処理とは
・⾳声情報処理に導⼊されたLLM関連技術
・⾳×LLMの最新動向
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Agenda
• ⼤規模⾔語モデルの基礎

• ニューラル⾔語処理
• BERT
• GPT-3

• ⼤規模⾔語モデルの発展
• ChatGPT, GPT-4
• Llama-2, ChatGPTのようなLLMの作り⽅
• Gemma

• ⼤規模⾔語モデルのチューニング
• インストラクションチューニング、強化学習ベース⼿法、継続事前学習
• PEFT、⻑期⽂脈、モデルマージ
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⼤規模⾔語モデルの基礎
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深層学習時代の⾃然⾔語処理の概要

ニューラルネットワーク

“メロスは激怒した。必ず、かの邪智暴虐…決意した”

<S>  メロ   スは  激怒   …   した           トークン（単語や
サブワード）化

各トークンを
ベクトルへ“埋め込み”

ベクトル系列から
所望の情報へ

分類ラベル，⽣成テキスト，特徴量（ベクトル），etc.

⼊⼒テキスト

トークン系列

ベクトル系列

ベクトル系列

出⼒情報

ベクトル系列の変換を
繰り返し⾏う
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ニューラルネットワークの学習のイメージ

タスク︓テキストを2つのクラスに分類

2次元ベクトルを出⼒

正解クラスの
値を⼤きく

不正解クラス
の値を⼩さく

“メロスは激怒した。”

感情判定
モデル

“negative”“positive”

タスク︓⼊⼒に続く次の単語を⽣成

語彙サイズの次元数のベクトルを出⼒

“メロスは”

⾔語モデル

“激怒”

正解単語の値を
⼤きく

“⾛る”

他の値を
⼩さく

• ⾃然⾔語処理タスクの多くは「分類問題」として，ニューラルネットの出⼒を正解に近づけるように学習を⾏う
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テキストからトークン系列への変換
• ニューラルネットワークにおいては、テキストは「トークンの系列」データとして扱う
• ニューラルネットが持つ「トークン」の総体である語彙のサイズは32k〜100k程度で、BPE [Senrich+, 2016] や

Sentencepiece [Kudo+, 2018] などのアルゴリズムによりデータドリブンに決定される
• 近年はトークンの最⼩単位を「バイト」とすることで、未知語（語彙に含まれないトークン）を発⽣させない

語彙サイズのベクトルを出⼒

“メロス” , “は”

⾔語モデル

“激怒”“⾛る”

語彙に含まれる
トークンの系列

32k〜100k
程度のサイズ

GPT-3.5/4のトークナイズ

→次単語
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初期のニューラル⾃然⾔語処理

タスク特化
ニューラル
ネット構造

できれば
数万件程度欲しい

タスク応⽤
モデル

タスクデータで学習

• タスク毎に適したニューラルネットワークを設計し，正解情報付きのデータセットで学習していた
• 深層学習により性能は⾼まったが，学習データが少ないと⾼い精度は実現しにくい課題が残っていた
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⾔語モデルの「事前学習」が主流に

事前学習済
⾔語モデル

タスク応⽤
モデル

汎⽤
ニューラル
ネット構造

⼤規模コーパスで
事前学習

ファイン
チューニング

アノテーションなし
テキストコーパス

• ⾔語モデル（Language Model; LM）は，単語（トークン）列の⽣成尤度をモデル化し、将来の（あるいは
⽋落した）トークンの確率を予測する
• 2018年頃（BERTの登場）から，⾔語モデルが⾃然⾔語処理の「基盤」として有効であると注⽬を集めるように

なり，タスクは⼤きく2種類に集約されていった

正解情報ありの
学習データ
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⾔語モデルの⼤規模化
• モデルサイズ（パラメータ数）の⼤きな⾔語モデルが次々と作られている
• どこからが「⼤規模」かというコンセンサスは無い

https://lifearchitect.ai/models/

GPT-3.5/4、
Geminiのパラメー
タ数は正式公表さ

れていない

BERT 0.34B

GPT-3 175B

Google
Google Amazon

Baidu
Inflection

https://lifearchitect.ai/models/
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BERT [Devlin+, 2018/10, NAACLʼ19]

https://www.aclweb.org/anthology/N19-1423/

• ⼤量のテキストデータで事前学習した，24層の巨⼤な Transformer [Vaswani+, NIPS’17] エンコーダに基づく⾔
語モデル（340M＝3.4億個のパラメータ）
• 多数の⾃然⾔語理解（NLU）タスクへのファインチューニングで⾼い性能を実現して注⽬を浴びる

https://www.aclweb.org/anthology/N19-1423/
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事前学習: マスク化⾔語モデリング

… My [MASK] is hairy …

… My  dog is   hairy …

⼊⼒の⼀部をマスク

マスク前の⽂章を予測

双⽅向アーキテクチャ
マスク単語の前後の情報を

使って予測

• ⽳埋め問題により，⽂脈の中で単語が出現する確率を予測する
• ⼤量のテキストさえあれば，⼈間が追加で正解をアノテーションすることなく学習可能（⾃⼰教師あり学習）
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GPT-3 [Brown+, 2020/07, NeurIPSʼ20]

<S>

GPT-3はBERTの⽳埋め
ではなく次単語予測で

事前学習する

𝑤!	 𝑤"	 𝑤#	 𝑤$	 𝑤%

𝑤!	 𝑤"	 𝑤#	 𝑤$	 𝑤%
https://papers.nips.cc/paper/2020/hash/1457c0d6bfcb4967418bfb8ac142f64a-Abstract.html

• 超⼤量のテキストデータ（3000億トークン）で事前学習した，96層の超巨⼤なTransformerデコーダに基づく
⾔語モデル
• パラメータ数は175B＝1750億個（ファイルサイズで⾔うと700GB程度）
• 参考︓BERTは 24層，3.4億個のパラメータ，約3.3億トークン

https://papers.nips.cc/paper/2020/hash/1457c0d6bfcb4967418bfb8ac142f64a-Abstract.html
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GPT-3 の構造
• GPTは⽣成タスクに適したデコーダ（⾃⼰回帰）タイプ．BERTのエンコーダタイプとは異なる．
• GPT-3（下図）は96層で合計175Bのパラメータを持つ．ChatGPTやGPT-4の構造・パラメータ数は不明

アテンション層 (4 * 122882 + 2 * 12228)
フィードフォワードネットワーク (8 * 122882 + 7 * 12288)

単語埋込層 (50257 * 12288)・位置埋込層 (2048 * 12288)

出⼒層 (50257 * 12288)

The GPT family of models process text using tokens, which are common

The GPT family of models process text using tokens, which are common

トークナイザ

GPT family of models process text using tokens, which are common sequences

⼊⼒
テキスト

トークン
系列

ベクトル
系列

ベクトル系列 (トークン数 * 12228)ベクトル
系列

出⼒
トークン列

ベクトル系列 (トークン数 * 12228)

ベクトル系列から次のトークンを予測
※ 予測は⼊⼒側に戻り，逐次的に⽣成
※ 学習時は全位置で次単語予測を学習

テキストからトークン系列へ，
そしてベクトル系列へ変換
※ GPT-3のオリジナルはトークン種類は
50257，系列⻑の最⼤値は2048

Transformerブロック96層により
ベクトル系列を繰り返し変換
※全体パラメータ数の99.2%

x96
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GPT-3のfew-shot学習

ここまでを⼀つの系列としてGPT-3に⼊⼒
  è 回答を続きの⽂章として⽣成して出⼒する

https://arxiv.org/abs/2005.14165

• タスク説明と少数の例を与えるのみでモデルの更新無しに問題を解く
• 参考: GPT-3の論⽂名は”Language Models are Few-Shot Learners”

https://arxiv.org/abs/2005.14165
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Scaling laws [Kaplan+, 2020/01]

https://arxiv.org/abs/2001.08361

• 計算量（学習回数），学習トークン数，モデルパラメータ数，に⾔語モデリング（次単語予測）の性能は強く
依存することを実験的に⽰す
• ⼤量の計算機資源を⽤いて，⼤量のデータを，⼤きいモデルで学習すれば良いモデルができる︕

https://arxiv.org/abs/2001.08361
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⼤規模⾔語モデルの発展
ChatGPT と LLaMA、Gemma
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汎⽤⼈⼯知能が遠い夢では無くなる
• ⼤規模⾔語モデル（Large Language Model; LLM）を活⽤した ChatGPT [OpenAI, 2022/11] により，

1つのモデルで様々な⾃然⾔語処理タスクを「特化した学習無し」に解けることが実証されてきている
• GPT-4 [OpenAI, 2023/03] ではChatGPTをさらに上回り，⼈レベルの⾔語理解・⽣成能⼒を持つ

（タスクの指⽰）
このプログラムの

誤りを直して

>こちらは「Transformer」という深層学習
モデルを提案した論⽂です。

Transformerは、seq2seq（順⽅向か
ら順⽅向への変換）タスクや⾃然⾔語処
理タスクなどに．．．

（情報の検索）
論⽂“attention is all you 
need”の要約を教えて

（コンテンツの⽣成）
〜〜〜に関する

学術論⽂を書いて

> こちらが修正したコードになります．

ChatGPTの執筆した論⽂要旨
の1/3を専⾨家が⾒破れず

新たな情報検索の体験 AIが⼈に変わり
任意の⾔語タスクを遂⾏

AIのトップ会議ICMLは⾔語モ
デルによる論⽂の執筆を禁⽌
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Instruction-tuning (Flan) [Wei(Google)+, 2021] 

• 既存の⾃然⾔語処理タスクを⾃然⾔語によるインストラクションを付与して変換し，⼤規模⾔語モデルをインスト
ラクションに従った出⼒が出来るようにチューニング
• Flan v2 [Chung(Google)+, 2022/11]では1800超のタスクまで拡⼤させて性能アップ

[CLS] 海の幸が⽫に盛り付けられています。[SEP]
⾊とりどりの野菜がお⽫に盛りつけられています。

前提⽂と仮説⽂の間に含意関係は成り⽴ちますか︖
前提︓海の幸が⽫に盛り付けられています。
仮説︓⾊とりどりの野菜がお⽫に盛りつけられています。
出⼒は「はい」「いいえ」「どちらでもない」から選んで，
その根拠も述べてください。

従来のタスクデータへのチューニングイメージ

インストラクションチューニングされたモデル

0         1         2
(“yes”)  (“no”) (“possible”)

「いいえ」です。

野菜は海の幸には含
まれません．

BERT

LLM
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ChatGPT (GPT-3.5) [OpenAI, 2022/11/30]

• InstructGPTを発展させ，⼈のフィードバックに基づいて対話に最適化したLLM（パラメータ数など不明）
• その⾼い性能から最速でアクティブユーザ1億⼈に到達．社会に⼤きな影響を与えるレベルに到達

https://twitter.com/EconomyApp/
status/1622029832099082241

https://twitter.com/EconomyApp/status/1622029832099082241
https://twitter.com/EconomyApp/status/1622029832099082241
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GPT-4 [OpenAI, 2023/03]
• ⾔語モデルからマルチモーダルモデルに進化．画像⼊⼒も可能で，出⼒はテキストのみ．詳細なモデルアーキテク
チャや学習⽅法は公表されていない。
• ChatGPTをさらに上回る⾔語理解・⽣成能⼒を持つ．模擬司法試験を上位でパスするレベル [Katz+,2023/03]
• MicrosoftはGPT-4が ”sparks of AGI” を⽰したと主張 [Bubbek+, 2023/03]

User: Below is part of the InstuctGPT paper. 
Could you read and summarize it to me?

GPT-4: The InstructGPT paper focuses on training large 
language models to follow instructions with human…

学生平均
合格ライン

GPT-4

ChatGPT

GPT-3

司法試験 4択問題（MBE）のスコア

https://papers.ssrn.com/sol3/papers.cfm?abstract_id=4389233

https://papers.ssrn.com/sol3/papers.cfm?abstract_id=4389233
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LLaMA-1,2 [Touvron+, 2023/02/27, 07/19] によるオープン化
• LLaMAのベースモデルが研究者向けに公開（および⼀般にも流出）されたことで，オープン化の潮流が進む
• LLaMAをチューニングしてChatGPTライクなモデルを作るための⽅法論の技術開発が加速中．モデルに追加した

パラメータのみを効率的に学習（PEFT）することでも⾼い効果が得られる

フルパラメータのチューニング

パラメータ効率的なチューニング PEFTの代表例︓
LoRA [Micrsoft, 2021/06]

学習済の重みを凍結して新たに
LLMの各層に挿⼊した適応⽤の
低ランク分解⾏列（オレンジ⾊）
のみを学習する

[Chao+, 2023/06/29(v11)]
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事前学習⽤
テキストデータ

①教師なし
学習

ベース
モデル

事前学習 ファインチューニング

②インストラクション
チューニング

(SFT)

チャット
モデル

インストラクション
データ

⼈のフィードバック
プリファレンス

データ

⼊⼒

③プロン
プト作成

ChatGPTのようなLLMの学習⽅法の概要
1.  教師なし学習（⾃⼰教師あり学習）により，⼤量のテキストコーパスからベースのLLMを学習する
2.  様々なタスクを⾃然⾔語による指⽰で解けるようにインストラクションチューニングを⾏ってLLMを更新する
3.  プリファレンスデータセットを作成（プロンプトに対するLLMの2つの出⼒を⽐較評価）し，報酬モデリングを実施する
4. 同データで報酬モデルが⾼い評価値を出す（⼈にalignする）ように強化学習でLLMを更新（その後，3に戻る）

⑤強化学習
(RLHF)

報酬
(評価値)

モデル出⼒

更新

③教師あり
学習

報酬
モデル

2つ
出⼒

③⽐較評価
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Llama-2: ①事前学習
• LLaMA 2は7〜70Bのモデルすべてを2Tトークンで学習（その内訳は未公開）
• Llama 2のコーパスには⽇本語は0.1%（約2B＝Wikipedia程度）しか含まれない．

LLaMA 2の学習曲線（まだ収束の様⼦を⾒せない） LLaMA 2のデータセットの⾔語判定結果．Unknown=コード
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Llama-2: ②インストラクションチューニング

1. Flanチューニング [Chung, 2022/10]（既存のデータにテンプレート的なインストラクションを付与）を実施
2. ⼈⼿で作成した⾼品質・広範囲なインストラクションデータ2.7万件を使ってさらにモデルを更新．

ベース
モデル

1st stage
チューニング

テンプレート的
インストラクション
(1.8kタスク）

SFT-v1

Helpfulnessとsafetyの観点が存在）

■safetyのサンプル例（論⽂例を和訳）

ユーザー: ⾃分を罵ってほしい。特に厳しい
⾔葉で、悪態をついてほしい。
回答: 申し訳ありませんが、そのリクエストに
は応じられません。下品な⾔葉を使ったり、
他⼈の気持ちを意図的に傷つけることは決し
て許容されることではありません。罵りを求め
る代わりに、成⻑や向上に役⽴つポジティブ
で建設的なフィードバックに焦点を当てること
をお勧めします。もし気分転換を求めている
なら、他にも傷つける⾔葉や⾏動に頼ること
なく楽しめる⽅法がたくさんありますよ。

2nd stage
チューニング

⾼品質
インストラクション
（27kサンプル）

SFT-v2
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Llama-2: ③報酬モデリング
1. アノテータがプロンプトを書き（マルチターンデータ含む），1⼊⼒に対してモデルから2件出⼒をサンプリングする
2. アノテータはhelpfulness / safetyの基準で出⼒のどちらが良いか＋そのレベルを選択
3. 報酬モデルを各基準について学習（GPT-3.5ではモデルは分離されていなかった）

チャット
モデル

significantly better

Helpfulness / Safety
の基準それぞれで選択

better

slightly better

negligibly better

unsure

Output 1

Output 2

各基準について選択>棄却の
「レベル」を決定

プロンプト
作成

出⼒を
2つ⽣成

Helpfulness
報酬モデル

教師あり
学習 Safety

報酬モデル



27Copyright 2024 NTT CORPORATION

Llama-2: ④強化学習（RLHF）
• プリファレンスデータは週次のペースで約141万件作成し，「報酬モデル更新→強化学習」を計5回実施
• Anthropic Helpful and Harmless [Bai+, 2022/04]など公開データも含めトータルでは291万件利⽤．
• 報酬モデリングでは新規データが重要（＝データを作り続ける体制が必要）とのこと．

GPT-4によるSFTとRLHFモデルの出⼒評価
(Figure 11)

Helpfulness

H
ar
m

le
ss

(s
af

et
y)

プリファレンスデータ (Table 6)
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Llama-2: ④強化学習（RLHF）
• PPO（深さ重視）と Rejection Sampling fine-tuning（幅重視）の2種類を併⽤する
• RLHF v1〜v5のうちv4まではRejection Samplingのみ．V5はRejection Sampling後にPPOで学習
• 70B以外のRejection Samplingは，70Bのベスト出⼒をgoldとしてfine-tuningされる（蒸留）

Rejection Sampling Fine-tuning (Figure 7)

同じモデルからNサンプル出⼒（i.e., 幅優先）し，
報酬モデルがベストとした出⼒をgold standardとしてfine-tuningする

PPO (Proximal Policy Optimization)

SFTモデルから離れすぎないように
per-token KL penaltyを加える

Safety報酬とHelpfulness報酬を
サンプルごとに切り替えて利⽤（safetyスコアを重視）
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ChatGPTはベストな⾔語AIか︖[Bang+,2023/02/08]

• タスクに特化して事前学習モデルをファインチューニングしたモデルは，殆どのタスクにおいてChatGPTを上回る
• しかし，ChatGPTは学習無しで殆どのタスクでSOTAに近いレベルであり，汎⽤な⾃然⾔語処理AIを誰しもが
簡単に使える時代になった

https://arxiv.org/abs/2302.04023

https://arxiv.org/abs/2302.04023
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課題︓嘘 (Hallucination) [Bang+,2023/02]

• 分からない場合でも平然と嘘をつく、事実に基づかない応答をしてしまう問題がある
• モデル内の知識に基づいて⽣成するため，質問応答のタスクなどで顕著に起こりやすい
• ⼀⽅で，翻訳や要約の⼊⼒と出⼒で数値や固有名詞が変わるなどの⽭盾はかなり少ない

https://arxiv.org/abs/2302.04023
⾚⽂字の数字はすべて誤り

https://arxiv.org/abs/2302.04023
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課題︓バイアスの存在 [Zhuo, 2023/02]

• ⼤量データから学習しているために，性別，⼈種，宗教などでバイアスが発⽣してしまう
• 下記の様に、扱う⾔語によって回答の内容が変わることもある

https://arxiv.org/abs/2301.12867

クナシル島はロシア連邦に属し、サハリン
州クナシル地区に属しています。クリル列
島の南側、イトゥルップ島と⾊丹島の間に
位置しています。

国後島は現在ロシアの⽀配下にあるが、
⽇本も同島とクリル列島の他の3島の領
有権を主張している。所有権をめぐる
争いは解決していない。

GPT-3.5(Default)の実際の回答 (4/10時点)

https://arxiv.org/abs/2301.12867
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Gemma [Google DeepMind, 2024/02/21]

• 2B、7Bのパラメータ数（埋め込みを⼊れると約 2.5B、8.5B）で、オープンモデルとしてリリース
• 同程度のパラメータを持つモデルと⽐べて⾼性能と主張
• Llama-2などの従来モデルに近い構造を持つが、やや設計思想は異なる

https://storage.googleapis.com/deepmind-media/gemma/gemma-report.pdf

https://storage.googleapis.com/deepmind-media/gemma/gemma-report.pdf
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アーキテクチャの特徴
• Llama-2、Mistralに⽐べると、アテンション層よりもFFNに多くのパラメータを配分しているのが特徴。
• また、語彙サイズを⼤きくしている。関連してinput/outputのembeddingsをパラメータ共有することでパラメータ
数を保存している。

モデル
次元

層数 FFN中
間次元

Attn
ヘッド

KV
ヘッド

系列
⻑

窓⻑ 語彙サ
イズ

単語埋
込共有

位置埋
込

正規化 活性化
関数

Llama-2 7B 4096 32 1100
8

32 32 4096 N/A 32k False RoPE RMS
Norm

SiLU

Mistral 7B 4096 32 1433
6

32 8 8192 4096 32k False RoPE RMS
Norm

SiLU

Gemma-7B 3072 28 2457
6

16 16 8192 N/A 256k True RoPE RMS
Norm

GeLU

Gemma-2B 2048 18 1638
4

8 1 8192 N/A 256k True RoPE RMS
Norm

SiLU
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GQA [Ainsile+, 2023/05/22] / MQA [Shazeer, 2019]

• Multi-head attention（MHA）における、key-valueのヘッド数を削減する⽅法
• LLaMA-2 34/70B、Mistral-7BではGQAを採⽤。グループ数8にて，MHAに匹敵する精度を保てている．
• Gemma-2Bでは、MQAを採⽤。（7BはMHA）

LLaMA-2 30Bモデル，
150Bトークン学習での⽐較．
※ パラメータ数を揃えるために，
MHAとMQAはFFNの中間次元を増
加させている

KVのヘッド数をグルーピングすることで⾼速化https://arxiv.org/abs/2305.13245

https://arxiv.org/abs/2305.13245
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学習トークン数
• パラメータ数の20倍程度のトークン数が必要としたChinchillaの基準を⼤きく超えるトークン数を利⽤するのが最

近のトレンドとなっている
• Gemma-7Bでは6.0Tトークン（6兆）にて学習。 “primarily-English data” from web documents, 
mathematics, and code” の情報のみが公開。

学習トークン数

Chinchilla 基準 140B程度

Llama-1 7B 1.0T

Llama-2 7B 2.0T

Mistral 7B N/A

Gemma-7B 6.0T

Gemma-2B 2.0T
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チューニング
• 教師あり学習およびRLHFを実施。教師あり学習では、英語のみ（“English-only”と記載あり）、LLMによる

⽣成データ、⼈による⽣成データをmixして学習している
• ⽇本語で聞くと、⽇本語で返ってくる（※ 英語のみでチューニングしたモデルとしては珍しい挙動に感じる）

https://www.kaggle.com/models/google/gemma/frameworks/pyTorch/variations/7b-it/versions/2
https://replicate.com/meta/llama-2-7b-chat

Hello! I'm happy to help you with your question. 
Tokyo is a fascinating city with many interesting 
sights to see. Here are some of the top attractions 
that you might want to consider visiting: 
1. Tokyo Skytree: At 634 meters tall, Tokyo 
Skytree is the tallest tower in the world and offers 
breathtaking views of the city from its observation 
decks. 
2. Shibuya Crossing: This famous intersection is 
known for its busy streets and neon lights, and is a 
great place to people-watch and take in the sights 
and sounds of the city. 
3. Tsukiji Fish Market: While …

東京の⾒どころ:
•現代都市の圧倒的な規模:東京は世界で最⼤の都市の⼀つであ
り、⾯積や⼈⼝に規模を⾒ます。
•現代と伝統の調和:東京は現代の都市でありながら、伝統的な建
築様式や⽂化を維持しています。
•国際的な雰囲気:東京は国際的な都市であり、多くの外国⼈が暮
らしています。
•素晴らしい交通システム:東京は現代の交通システムの傑作であり、
乗りに乗りの移動が簡単です。
•豊富な観光スポット:東京は多くの観光スポットがあり、テーマパーク
…

「東京の⾒どころを教えて。」 Gemma-7b-itの出⼒ 「東京の⾒どころを教えて。」 Llama-2 7b-chatの出⼒

Temp=0.4, Top-k=5（Gemma@kaggle設定に揃えた）で⽣成

https://www.kaggle.com/models/google/gemma/frameworks/pyTorch/variations/7b-it/versions/2
https://replicate.com/meta/llama-2-7b-chat
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⼤規模⾔語モデルの
チューニングの最前線
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ファインチューニングとは

インストラクションチューニング
(教師ありチューニング) 強化学習ベース 教師なしチューニング

（継続事前学習）

⽇本の情報通信技術の発展の
歴史について教えて。
⽇本→の→情報→通信→技術
→ （ → ICT → ） →の→発
展→史→は→ 、 →…

指⽰に対する応答を学習
(指⽰部分の学習はしない)

報酬モデルの評価値が
⾼くなるように応答を学習

畏まりました。
⽇本の…

もちろんで
す︕⽇本の…

事前学習と同様に
次単語予測で学習

ファイン→チューニング→とは→ 、
→事前→に→⼤量→の→テキス
ト→コーパス→で→訓練→された
→⼤規模→⾔語→モデル→を
→…

• ファインチューニングとは、事前に⼤量のテキストコーパスで訓練された⼤規模⾔語モデルを、(1) 汎⽤かつ⼈の
感覚にあった指⽰遂⾏や推論の能⼒を⾼めるために、あるいは、(2) 特定のデータセットやタスクでの性能（精
度や処理の効率性）を上げるために調整するプロセスである。
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Orca [Mukherjee(Microsoft)+, 2023/06/05]

• 推論能⼒を鍛えるためのプロンプトをGPT-3.5/4に与えてデータを蒸留して学習（Explanation tuning）
• 蒸留データでLLaMA-13Bをベースとした学習を⾏ったところ、ChatGPT-3.5を上回る性能を⽰す

システムプロンプトなし:
短い⽂が⽣成され、
⼩さいモデルの学習データとしては不⾜

適切なシステムプロンプトあり:
思考過程が出⼒に反映される。

こちらのデータで学習を⾏う

https://arxiv.org/abs/2306.02707

https://arxiv.org/abs/2306.02707
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DPO [Rafailov(Stanford U)+, 2023/05/29]

• 学習が安定しにくいPPOの代わりに、Direct Preference Optimization（DPO）では報酬モデルを作らず、
LLMによる分類問題として扱うことで学習することで、⼈の嗜好とLLMのアラインメントを⾏う
• Mistral-8x7b [Mistral, 2023/12/11]でも利⽤されるなど、PPOに代わる⼿法として利⽤が広がる

[Rafailov] https://arxiv.org/abs/2305.18290  [Mistral] https://mistral.ai/news/mixtral-of-experts/

https://arxiv.org/abs/2305.18290
https://mistral.ai/news/mixtral-of-experts/
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⽇本語ドメイン適応のための継続事前学習

• 事前学習済モデルへの継続的な教師なし学習（ [Jin(Amazon)+, 2021/10] [Scialom(Meta)+, 2022/05] など）
• ⽇本では、Llama-2 [Touvron(Meta)+, 2023/07/14] などの主に英語で学習されたLLMに対して、⽇本語テキス

トを中⼼に追加で事前学習（数⼗〜数百Bトークン程度）することが盛んに取り組まれている。
（Elyza [2023/8/29] 、Stability AI [2023/11/2]、東⼯⼤ [2023/12/19] など）

[Jin] https://arxiv.org/abs/2110.08534
[Scialom] https://arxiv.org/abs/2205.12393
[llama-2] https://arxiv.org/abs/2307.09288
[Elyza] https://huggingface.co/elyza/ELYZA-japanese-Llama-2-7b
[Stability] https://ja.stability.ai/blog/japanese-stable-lm-beta
[東工大] https://tokyotech-llm.github.io/swallow-llama

https://arxiv.org/abs/2110.08534
https://arxiv.org/abs/2205.12393
https://arxiv.org/abs/2307.09288
https://huggingface.co/elyza/ELYZA-japanese-Llama-2-7b
https://ja.stability.ai/blog/japanese-stable-lm-beta
https://tokyotech-llm.github.io/swallow-llama
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さらに3種類のアプローチ

PEFT
(パラメータ効率的な学習)

⻑期⽂脈理解
（推論処理の効率性up）

モデルマージ
（精度up）

モデルに追加した
少量のパラメータを学習

⻑いテキストを
扱いやすくする⼯夫

複数個のチューニング済
モデルを合体

• ファインチューニングとは、事前に⼤量のテキストコーパスで訓練された⼤規模⾔語モデルを、(1) 汎⽤かつ⼈の感
覚にあった指⽰遂⾏や推論の能⼒を⾼めるために、あるいは、(2) 特定のデータセットやタスクでの性能（精
度や処理の効率性）を上げるために調整するプロセスである。

https://huggingface.co/docs/peft/conceptual_guides/lora https://arxiv.org/abs/2401.03462 https://arxiv.org/abs/2306.14870

https://huggingface.co/docs/peft/conceptual_guides/lora
https://arxiv.org/abs/2401.03462
https://arxiv.org/abs/2306.14870
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LoRA [Hu(Microsoft)+, 2021/06] (🤗PEFT実装有) 

[Hu(MS)] https://arxiv.org/abs/2106.09685  
[左図] https://huggingface.co/docs/peft/conceptual_guides/lora
[Hu(SUTD)] https://arxiv.org/abs/2304.01933

WとBAのサイズ例: 
40962=16.7M
4096*8*2=65.5K

論⽂では
Attn層Q,Vの
Linearに追加

FFNやAttn層
K,Oに追加も可

• 学習済の重みを凍結して新たにLLMの各層に挿⼊した適応⽤の低ランク分解⾏列のみを学習する
• 🤗PEFT では LoRAのパラメータ数を決めるランク r のデフォルトは8（4〜64程度が⼀般的）。

また、 merge_and_unload() を利⽤すれば元のモデルにマージ可能
• LoRAは任意の線形変換に適⽤可能。[Hu(SUTD)+, 2023/04]ではFNNとアテンション層の両⽅への適応を推薦。

𝑊!

𝑄 𝐾 𝑉

Attention

𝑊" 𝑊#𝐵!𝐴! 𝐵!𝐴!

𝑊$%

LayerNorm

LayerNorm

𝑊&'()

Nonlinearity

Linear(𝑊')

https://arxiv.org/abs/2106.09685
https://huggingface.co/docs/peft/conceptual_guides/lora
https://arxiv.org/abs/2304.01933
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Activation Beacon [Zhang(BAAI)+, 2024/01/07]

• Beacon（𝑘個の複数トークン）への⽂脈の圧縮、およびBeaconから続きの⽣成を可能にする
• LLMのcontext⻑𝐿に対する圧縮率𝛼＝𝐿/𝑘を[2,4,8,…,128]からランダムに選んで学習（𝑘 = 2048〜32）
• タイトル「soaring 4k to 400k」の通り、評価では400kまで載せている

https://arxiv.org/abs/2401.03462

Soft promptsから
beacon⽤のQKVをmask付で作り、
prefix-tuning的に元のMHAに混ぜる

Maskは図のstep-wiseがベスト

https://arxiv.org/abs/2401.03462


Copyright 2024 NTT CORPORATION 45

DARE (Drop and Rescale) [Yu(Alibaba)+, 2023/11/06]

• タスクベクトルの90%以上をゼロにしてもLLMでは性能に⼤きな影響が出ないことを報告
• DAREによりスパース化したモデルを加算すれば、タスク間の⼲渉が減りマージし易くなる
• 13B LLMsを数学やコード関連のタスクでそれぞれチューニングし、マージ結果を実験

https://arxiv.org/abs/2311.03099

https://arxiv.org/abs/2311.03099
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LLMの最適化は難しい [OpenAI, 2023/11/14]

https://www.youtube.com/watch?v=ahnGLM-RC1Y

https://www.youtube.com/watch?v=ahnGLM-RC1Y
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ファインチューニングで最適化したいこと
• LLMの性能は、モデルの持つ知識の量・正確さ（What）と、指⽰・タスクに合わせてどのように推論し出⼒する

か（How）の能⼒で決まる
• LIMA [Zhou+, 2023/5/18]に代表されるように、ファインチューニングは「How」側に有効、知識はベースモデルの

学習で決まるとの知⾒が多い。

何の知識を
持っているか

どのように
推論・出⼒するか

What How

[Zhou] https://arxiv.org/abs/2305.11206

https://arxiv.org/abs/2305.11206
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LIMA [Zhou(Meta)+, 2023/5/18]

• 1000件の注意深く準備されたインストラクションチューニングデータで⾼い性能を獲得したことを⽰す
• 量を増やすことよりも、質の⾼さ＋多様性が重要であること、そして、LLMの殆どの知識はインストラクションチューニ

ング時ではなく、事前学習時に得られていることを⽰唆

https://arxiv.org/abs/2305.11206

https://arxiv.org/abs/2305.11206
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OpenAI研究者の⾒解 [OpenAI, 2023/11/14]

https://www.youtube.com/watch?v=ahnGLM-RC1Y

• ファインチューニングは「What」（新しい知識の追加）ではなく、「How」（出⼒スタイルや指⽰形式への適応）
の調整に適している

• コンテキストの最適化（知識の追加）にはRAG（Retrieval-Augmented Generation）が有効

https://www.youtube.com/watch?v=ahnGLM-RC1Y
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RAG（Retrieval-Augmented Generation)

• 検索結果を⾔語モデルの⼊⼒として与えて知識を補強するアプローチが始まる [Lewis+, 2020/05]
• 新しい知識をデータベースに登録すればLLMをチューニングせずとも、新しい情報を回答できる

[Lewis] https://arxiv.org/abs/2005.11401
[Figure] https://pureinsights.com/blog/2023/what-is-retrieval-augmented-generation-rag/

Emb.

質問や⽂書を
Embeddingsモデルで
ベクトルに変換

LLMが学習していない
社内⽂書に関するQAも可能に

https://arxiv.org/abs/2005.11401
https://pureinsights.com/blog/2023/what-is-retrieval-augmented-generation-rag/
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RAG vs. 教師なしFT [Ovadia(Microsoft)+,2023/12/10]

• Wikipediaの新規イベントのテキストで教師なしFTとRAGを⽐較。評価⽤の選択式QAはGPT-4で作成。
• ファインチューニング（FT-reg）で新しい知識を覚え込ませるのは上⼿くいかなかった。RAG（Retrieval-

Augmented Generation）で知識をLLMに⼊⼒した⽅が正しい知識に基づく出⼒がしやすい
• GPT-4でテキストをパラフレーズして学習（FT-par）すると精度が上がった（RAGには遠い）

https://arxiv.org/abs/2312.05934

5 epochs.バッチサイズ64. 
学習率1e-6 〜 5e-5. full tuning. 
教師なし。A100 GPUs 4枚. テキ
スト⻑＝256トークン

Orca2のみ
Instruction-tuned.

パラフレーズ数

精
度

⾔換
なし

⾔換
あり

https://arxiv.org/abs/2312.05934
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RAG vs. 教師ありFT [Balaguer(Microsoft)+,2024/1/16]

• 農業関連の573ファイル（2Mトークン）からLLM+RAGでQ&Aを⾃動⽣成して教師ありファインチューニング
• GPT-4をLoRAで学習したことろ、ファインチューニングが新しい知識の学習にも有効（正解率47%→72%に

アップ）であった。RAGを使っても性能が⼤きく上がらないところまでファインチューニングで改善できている
• 学習に利⽤されたQAデータ数は不明（⽂書セクションあたり5-15件⽣成との記述あり。）

https://arxiv.org/abs/2401.08406

4 epochs.バッチサイズ256
学習率1e-4. LoRA. A100 GPUs
8枚で1.5⽇

学習データ不明。
1セクション200トークンぐらいな
ら2M/200*10=10万件ぐらい︖

https://arxiv.org/abs/2401.08406
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前半のまとめ

• ⼤規模⾔語モデルの基礎として、ニューラルネットワークによる⾃然⾔語処理の概要から、
BERTやGPT-3について紹介しました。

• 近年の⼤規模⾔語モデルの発展について、ChatGPTやLLaMA、Gemmaをベースに学
習⽅法などについて紹介しました。

• 社会実装・ビジネス化に向けた⼤規模⾔語モデルのチューニングの取組は決して容易では
なく、現在も様々なアプローチからの取り組み・議論が続いています。
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⽬次＆講師紹介
Ｖ ⻄⽥京介

専⾨︓機械読解，Vision-and-
Language、⼤規模⾔語モデル
NTT⼈間情報研究所
上席特別研究員．
ʼ17DBSJ上林奨励賞、ʼ18-23 
NLP優秀賞(最優秀賞2件)など

1. ⼤規模⾔語モデルに関わる基礎知識
および最新動向
・ニューラルネットを⽤いた⾃然⾔語処理
・BERT、GPT-3
・ChatGPT、Llama、Gemma
・LLMのチューニング関連

安藤厚志
専⾨︓⾳声からの⾮⾔語・
パラ⾔語情報の認識
NTT⼈間情報研究所
主任研究員．
IEICE-SP/IPSJ-SLP研究会幹
事, ʼ19ASJ粟屋潔学術奨励賞

2. LLMのマルチモーダル拡張における
⾳声の理解と⽣成
・⾳声情報処理とは
・⾳声情報処理に導⼊されたLLM関連技術
・⾳×LLMの最新動向
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Agenda
• イントロダクション

– ⾃⼰紹介
– 最新の⾳×LLMのスゴさ︓ Google Gemini, Alibaba Qwen-Audio

• ⾳声情報処理とは
• ⾳声情報処理に導⼊されたLLM関連技術

1. Conformer
2. ⾳声基盤モデル
3. トークン列を⽤いた複数タスク学習 (OpenAI Whisper)

• ⾳×LLMの最新動向
– ⾳理解モデル
– ⾳⽣成モデル

• まとめ
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⾃⼰紹介
安藤 厚志 (あんどう あつし) 
• 略歴

– 2013.3 名古屋⼤学⼤学院 情報科学研究科 博⼠前期課程 修了
– 2013.4- ⽇本電信電話株式会社⼊社, 現職
– 2021.9 名古屋⼤学⼤学院 情報学研究科 博⼠（情報学）

• 研究分野︓ ⾳声からの⾮⾔語・パラ⾔語情報の認識
– 感情状態

• ⾳声感情認識, マルチモーダル感情分析
• コンタクトセンタ通話における顧客満⾜度推定

– 発話意図
• ⾳声からの質問意図検出

– 話者性
• 話者照合, 話者ダイアライゼーション

声に含まれる
⾔葉以外の情報
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最新の⾳×LLMのスゴさ︓ Google Gemini

https://www.youtube.com/watch?v=D64QD7Swr3s より⼀部抜粋

https://www.youtube.com/watch?v=D64QD7Swr3s
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最新の⾳×LLMのスゴさ︓ Alibaba Qwen-Audio
• 多⾔語⾳声認識/翻訳

多様な⾔語を書き起こしでき, 翻訳できる

https://qwen-audio.github.io/Qwen-Audio/

• ⾳声理解
話した内容に加えて, 感情や意図を理解する

https://qwen-audio.github.io/Qwen-Audio/
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最新の⾳×LLMのスゴさ︓ Alibaba Qwen-Audio
• ⾳楽理解
曲の楽器構成や類似楽曲を理解できる

• ⾳声編集
⾳声の⼀部のみを加⼯して別の声を作る

https://qwen-audio.github.io/Qwen-Audio/

https://qwen-audio.github.io/Qwen-Audio/
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⾳×LLM の現状
• ⾳×LLMは⽇々進歩しており、様々な機能を獲得しています

– 理解︓ 多⾔語⾳声認識、⾳声翻訳、感情/意図理解、⾳楽理解、⼀般⾳理解、…
– ⽣成︓ 多⾔語⾳声合成、⾳声編集、楽曲⽣成、楽曲編集、…

• 個別の⾳声情報処理においても、LLM関連技術は数多く導⼊されています
– 深層学習モデル/レイヤ
– 基盤モデル
– 学習⼿法 …

• このパートでは, ⾳声情報処理に導⼊されているLLM関連技術と, 
⾳×LLMの近年の研究動向をご紹介します
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⾳声情報処理とは
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⾳声情報処理 (Speech Processing) とは
• ⾳声をコンピュータで取り扱い, 分析・認識・合成などの処理を⾏う研究分野

機械が⾳を聞き取り, 理解する 機械が声を⽣成する
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⾳声情報処理 (および周辺) の研究例

⾳声 (Speech) ⾳楽 (Music) ⾳⼀般 (Audio)

認識
(recognition)

⾳声認識
⾳声翻訳
⾳声要約
⾳声強調・⾳声分離
⾳声⾔語理解
⾳声区間検出
話者照合
感情認識
性別/年齢/⾔語推定 …

楽器⾳分離
⾃動採譜
楽器推定
歌唱者推定
ジャンル推定
⾳楽感情認識
…

⾳響シーン分類
⾳響イベント検出
⾳響イベント位置推定
⽣物⾳イベント検出
異常⾳検出
⾳検索
…

⽣成
(generation)

⾳声合成
⽬的話者⾳声合成
⾳声-to-⾳声 翻訳
声質変換
⾳声編集 …

歌声合成
⾳楽編集
…

環境⾳合成
…
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認識タスクの例︓ ⾳声認識
• ⼊⼒⾳声に含まれる⽂字列を推定するタスク

• ⾳声認識の難しさの例
– 同じ⾳韻でも話者や環境 (雑⾳, 残響など) によって⾳声波形が変化する
– 前後の⽂脈や単語の繋がりを考慮しないと正しい単語列が得られない → ⾔語処理が不可⽋

⾳声認識

あらゆる 現実 を ⾃分 の …⾳響モデル ⾔語モデル

⾳声波形から⾳韻情報
(/a/, /i/, など) を推定

⾳韻情報列から
もっともらしい単語列を推定
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• ⽂字列を⼊⼒し、⾃然な⾳声を⽣成するタスク

• ⾳声合成の難しさの例
– ⼊⼒と出⼒の系列⻑が著しく異なる (⾼品質な⾳声1秒には2万~サンプルの⽣成が必要)
– アクセントや間の取り⽅, 声質などの話し⽅情報を補う必要がある → ⾔語処理が不可⽋

⽣成タスクの例︓ ⾳声合成

⾳声合成

あらゆる 現実 を … テキスト
解析部

⾳声特徴
⽣成部

⾳声波形
⽣成部

⾳声特徴から
⾳声波形を⽣成

(補助情報: 話者性など)

テキストから⾳韻やアクセント, 
⾳韻ごとの⻑さを推定

⾳韻情報から短時間ごとの
⾳声特徴を⽣成
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⾳声情報処理に導⼊されたLLM関連技術
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1. Conformer [Gulati(Google)+, ISʻ20]

• ⾳声認識では, ⾳声波形の局所的な情報が特に重要
• ⼤局的処理に強いTransformerと, 局所的処理に強いCNNを組合せて利⽤

Conformer 発展形︓
E-Branchformer [Kim+, SLT’22]

系列⻑を
圧縮

Transformer
に対応

CNNを追加,
局所特徴を
抽出

Transformer
と

Conformer
を組合せ
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1. Conformer [Gulati(Google)+, ISʼ20]

• Transformerに基づくモデルに⽐べて認識精度が向上
• ⾳声認識タスクにおける主流モデルの1つとなっている
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2. ⾳声基盤モデル
• ⼤量の⾳声データのみから⾳声の特徴を獲得したモデル(基盤モデル) を構築
• 少量の⽬的タスクデータからでも⽬的タスクモデルを構築可能

基盤モデル

⾳声データ

基盤モデル

タスク別モデル

あらゆる 現実 を すべて …

タスク
データ

教師あり
学習

⾃⼰教師あり学習
(⼊⼒信号から

ラベル⽣成し学習)

1. Pre-training ステップ 2. Fine-tuning ステップ
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代表的な⾳声基盤モデル
• 対照損失やマスク⾔語モデルに基づく⾃⼰教師あり学習を利⽤
• 超⼤規模⾳声で学習︓6万時間(wav2vec 2.0) , ~1000万時間(Google USM)

対照損失を利⽤: wav2vec 2.0 [Baevski+, NeurIPS’20] マスク⾔語モデルを利⽤: HuBERT [Hsu+, TASLP’21], 
WavLM [Chen+, JSTSP’22], USM [Zhang+, arXiv23/5]
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⾳声基盤モデルの効果
• きわめて少量の⾳声データからでも認識系タスクを⾼精度に解ける
• ⾔葉の情報だけでなく、話者性や感情などの情報抽出もできる

話者性などの⾳声波形に近い低次情報は低層に、
話した⾔葉などの⾼次情報は⾼層に含まれる

教師あり学習
モデルを超える
⾳声認識精度

たった１時間の
学習データでも
単語誤り率5%
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3. トークン列を⽤いたマルチタスク学習
• 従来は⽬的タスクごとに専⽤のデコーダ (認識モデル) を⽤意
• 異なるタスクをトークン情報に埋め込むことで, 単⼀のデコーダで

様々なタスクを解かせる研究が増加 [Kanda+, ISʼ20] 他

従来 現在

2名の同時⾳声認識
のために

2つのデコーダ
を⽤意

話者交代タグ<sc>で
タスクを表現、
1つのデコーダで

2名話者認識が可能
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Whisper [Radford(OpenAI)+, arXivʼ22]

• 出⼒単語列に⾔語タグやタスクタグ, 発話時間タグを含めることで
⾳声認識に加えて⾳声翻訳や⾔語識別を同時に⾏うことが可能に

• 特定単語の出現確率調整 (Contextual biasing) や, テキストのみデータの学習も

⾔語推定/⾮発話検出
↓

書き起こし or 翻訳 タグ
↓

出⼒⽂
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Whisperの認識精度
• 様々な⾔語において極めて低い⽂字誤り精度を達成
• モデルやツールが公開されており, 誰でも利⽤可能

https://github.com/openai/whisper

https://github.com/openai/whisper
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関連研究︓OWSM [Peng(CMU)+, ASRUʼ23]

• Whisperは独⾃の超⼤規模データで学習しており, 学習ノウハウは⾮公開
• 海外⼤学を中⼼に、Whisperの再現や解析研究が進められている

⼀部の評価データで
whisperを上回る認識精度
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⾳×LLMの最新動向
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⾳×LLMとは
• ⾳を⼊⼒または出⼒として扱うことができるLLM

– 2024/3現在, 呼び⽅は様々
• Multimodal LLM, Audio-Language Model (Qwen-Audio/Pengi), 

Audio-LLM (LTU/LTU-AS), joint Speech and Language Model (SLM), …

• ⼊出⼒や対象データにより, 様々な⼿法が存在
– ⼊出⼒の違い

• ⾳理解 (Audio Understanding)︓ ⾳⼊⼒, テキスト出⼒
• ⾳⽣成 (Audio Generation) ︓ テキストor⾳⼊⼒, ⾳出⼒

– 対象データ
• ⾳声, ⾳楽, ⾳⼀般, それらの組合せ, …

– モデルの作り⽅
• LLMに⾳の知識を追加
• ⾳とテキストを使ってゼロからマルチモーダルモデルを学習
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⾳×LLMの例
• ⾳理解

– WavPrompt (Univ. Illinois, ʻ22/3)
– SpeechPrompt v1 / v2 (National Taiwan Univ, ʻ22/5, ʻ23/5)
– Pengi (Microsoft・CMU, ʻ23/5)
– LTU-AS (MIT・IBM, ʻ23/9)
– SLM (Google, ʻ23/9)
– Qwen-Audio (Alibaba, ʻ23/11)

• ⾳⽣成
– AudioLM (Google, ʻ22/9)
– VALL-E / VALL-E X (Microsoft, ʻ23/1, ʻ23/5)

• ⾳理解 & ⾳⽣成
– SpeechGPT (Fudan Univ, ʻ23/5)
– VIOLA (Microsoft, ʻ23/5)
– AudioPaLM (Google, ʻ23/6)
– VOXTLM (CMU, ʻ23/9)
– M2UGen (NU Singapore, ʻ23/11)

※ ⽇付は初出⽇（arXiv含む）
※ Audioを含むマルチモーダルLLM(例︓ImageBind)は除外
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AudioGPT [Zhang+, arXivʼ23/4]

• 理解: ⾳声認識, 翻訳, ⾳声強調, …  / ⽣成: ⾳声合成, ⾳合成, 歌声合成, …
• 指⽰⽂をChatGPTで解析し⾳声タスクを推定，タスク特化モデルをswitch

– ⾳×LLMというより, ⾳声版HuggingGPT [Shen+, arXivʼ23] に近い
• 定量評価は未実施
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WavPrompt [Gao(Univ. Illinois)+, ISʼ22]

• 理解: トピック推定
• 学習済み⾳声エンコーダ+⾃⼰回帰LLMデコーダ で構成されるモデル

⾳声系列を
間引いて

LLMに与える
と精度向上



81Copyright 2024 NTT CORPORATION

SpeechPrompt [Chang(NTU)+, ISʼ22]

• 理解: キーワード抽出, 意図理解, ⾳声認識 (v2: +⾔語識別, 感情認識, …)
• ⾳声情報(⾳声エンコーダ出⼒)をトークンとしてLLMに⼊⼒, 

出⼒も⾃然⾔語でなく各⾳声タスクの結果を表すトークン系列
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Pengi [Deshmukh(Google)+, NeurIPSʼ23]

• 理解: ⾳QA, ⾳イベント分類, ⾳楽ジャンル分類, 楽器分類, ⾳声感情認識, …
• ⾳情報を埋め込みベクトル系列としてLLMに⼊⼒
• ⾳エンコーダやLLM⼊⼒への射影部のみFine-tuning

多くのタスクで既存⼿法を上回る分類精度
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Open-ended/Close-ended tasksについて
• Open-ended task︓ 回答を⾃由記述するタスク
• Close-ended task︓ 事前定義されたクラスセットから選ぶタスク

– Pengiでは⽂単位での埋め込み表現を⽤いたText Matchingで解く

ゼロショット⾳イベント分類
(学習データに含まれていない⾳イベントの分類)

の正解精度
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LTU-AS [Gong(MIT・IBM)+, ASRUʼ23]

• 理解: ⾳声認識, 感情認識, ⾳響イベント検出, ⾳イベントと⾳声の同時理解, …
• ⾳声認識モデル (Whisperエンコーダ+デコーダ) を内包
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LTU-ASの学習データ⽣成
• Close-ended tasksは, テンプレート+⼈⼿正解ラベルで⽣成
• Open-ended tasksは, ⾳情報を⾔葉で表現しGPTを使ってQAペアを⽣成

(Audio Instruction Generation)

⾳声情報
「Hi, my name… と話している」
「男性の声」「喜んでいる」
「声が低く⾳量が⼤きい」

⽣成QA
Q: 声から伝わる内容や感情は︖
A: 喜んでいる, ⾃⼰や会社の紹介が…
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SLM [Wang(Google)+, ASRUʼ23]

• 理解: ⾳声対話, ⾳声QA (含: ⼀般常識を問う質問⾳声)
• ⾳声認識/⾳声翻訳データに加えて，テキストデータAlpacaを⾳声合成し学習
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Qwen-Audio [Chu(Alibaba)+, arXivʼ23/11]

• 理解: ⾳声理解(⾳声認識/翻訳, 感情/話者属性認識, …), ⾳理解, ⾳楽/歌理解
• 2段階学習; 1段階⽬…Whisper-likeなトークン系列を⽤いたマルチタスク学習
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Qwen-Audio [Chu(Alibaba)+, arXivʼ23/11]

• 2段階⽬…⾳声/⾳/⾳楽タスクによる教師付きFine-tuning
– 複数ターンで学習させることで，1つの⾳に対する複数質問も可能に



89Copyright 2024 NTT CORPORATION

AudioLM [Borsos(Google)+, arXivʼ22/9]

• ⽣成: ⾳声合成 (複数話者)
• ⾳声からAcoustic Token(⾳の特徴)とSemantic Token(内容の特徴)を抽出し、
⼆つのトークン列から⾳声を⽣成
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VALL-E [Wang(Microsoft)+, arXivʼ23/1]

• ⽣成: ⾳声合成 (複数話者, ゼロショット) (+クロスリンガル VALL-E X [Zhang+, arXivʻ23/5])
– ⽬的話者の声と話させたい⾔葉を⼊⼒すると，その⼈の声が出⼒される
– VALL-E Xでは, ⽬的話者の声とその読み, 話させたい⾔語の読みを⼊⼒すると

⽬的話者の別⾔語での声が出⼒される

話させたい
読み

⽬的話者の
声

⽬的話者の
声

⽬的話者の
声の読み

話させたい
読み (別⾔語)
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VIOLA [Wang(Microsoft)+, arXivʼ23/5]

• 理解: ⾳声認識，⾳声翻訳 / ⽣成: ⾳声合成
• 各ブロックは事前学習モデルを使わずゼロから学習

⾳声波形を
作るブロック

同じデコーダで
⾳声認識・
⾳声翻訳・

⾳声合成が可能
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SpeechGPT [Zhang+, EMNLPʼ23]

• 理解: ⾳声認識(⾳声QA) / ⽣成: ⾳声合成
• LLMへの⼊出⼒にはトークンを利⽤
• 定量評価は未実施

Text-Only LLM
(LLaMA)

⾳声情報を
トークン化
(HuBERT)

出⼒トークンから
⾳声波形⽣成
(HiFi-GAN)
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AudioPaLM [Rubenstein(Google)+, arXivʼ23/06]

• 理解: ⾳声認識, ⾳声翻訳 / ⽣成: ⾳声合成, 多⾔語⾳声合成
• LLMへの⼊出⼒にはトークンを利⽤
• tokenizerは固定，埋込み⾏列/デコーダをFine-tuning

デモ: https://google-research.github.io/seanet/audiopalm/examples/data/AudioPaLM_promo.mp4
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M2UGen [Hussain+, arXiv 23/11]

• 認識: 楽器推定, … / ⽣成: 楽曲⽣成, ⾳楽編集, 画像/映像からの曲⽣成, …

https://crypto-code.github.io/M2UGen-Demo/
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M2UGen [Hussain+, arXiv 23/11]

• マルチモーダルアダプタ / 曲⽣成デコーダ に基づくモデル

• Music/Video/Image-LLMを使って楽曲→説明⽂(Caption) の学習データ⽣成
→ 説明⽂ペアから楽曲や動画を対応付け, 動画⾳楽理解・⾳楽編集などの

学習データも⽣成
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Gemini [Google, arXiv 23/12]

• Image, Audio, Video, Textで学習したマルチモーダルLLMモデル
• クロスモーダルな理解ができ、複雑なタスクも解ける
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Gemini概要
• スペック

– Ultra, Pro, Nano(1.8B/3.25B)の３つのモデルが存在
– コンテキスト⻑: 3万2000トークン
– ⼿書き、図表、PDF、動画、など様々なVisual/Audio inputを学習
– AudioはGoogleの⾳声基盤モデルUSM (P.70) を利⽤

• 認識精度はWhisper以上, Rare Wordsも正しく認識できるとのこと
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⾳×LLMのまとめ
• 機能⾯の動向: この1年で⼤幅に機能増

– 理解: トピック推定 → ⾳声認識, ⾳声翻訳, 話者属性/感情認識, ⾳キャプショニング, …
– ⽣成: ⾳声合成 → 多⾔語⾳声合成, ⾳声-to-⾳声 翻訳, ⾳声/⾳編集, …

• モデル構造の動向
– 多くの⾳理解モデルはAdapterのみ学習 = ⾔語空間に⾳情報を射影
– ⼀部の⾳⽣成モデルはゼロから学習 = マルチモーダル⾳-⾔語空間を構築

• 学習データの動向
• ⾳×LLMのデータはまだまだ限定的
• ラベル付きデータから⽣成したClose-Ended Dataに加えて、
Text LLMを活⽤したOpen-Ended Dataの⽣成・学習が⾏われている
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⾳×LLMの課題
• ベンチマークセットが未整備

– NLPと課題は同じ
• 評価タスクは︖
• 評価者は︖ (⼈間? 別の⼤規模モデル︖)
• 評価⾔語は︖

• ⾳LLMの解析や⽐較検討が不⼗分
– ⾳×LLMの⼊⼒は内部で語に置き換わっている︖ 全く別の表現になっている︖
– ⾳声エンコーダや⾳エンコーダはどのようなモジュールが良い︖
– ⾳のUniversal Encoderはできる︖
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まとめ
• 最新の⾳×LLMは単⼀のモデルで様々な機能を有する

– 理解: ⾳声認識, ⾳声翻訳, 話者属性/感情認識, ⾳響イベント検出, 楽曲理解, …
– ⽣成: 多⾔語⾳声合成, ⾳声-to-⾳声 翻訳, ⾳声/⾳編集, 楽曲⽣成, …

• LLM関連技術は⾳声情報処理にも数多く導⼊されている
– モデル構造, ⾳声基盤モデル, トークン列を⽤いたマルチタスク学習, …

• 現在は⾳×LLM黎明期ともいえ、様々なモデル・機能が表れている
– 機能: ⽣成のみ, 理解のみ, ⽣成＋理解
– 対象: ⾳声のみ, ⾳⼀般のみ, ⾳楽のみ, それら全て
– 評価ベンチマークが不⼗分などの課題も

• 今後の⾳×LLMの発展に期待︕
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補⾜: wav2vec 2.0 [Baevski(Facebook)+, NeurIPSʼ20]

• 対照損失 (Contrastive Loss) を⽤いた⾃⼰教師あり学習モデル
– 類似した⾳声区間同⼠の距離を近く、それ以外を遠くするように学習

ここの表現を
クラスタリングし
コードブックを

作る

同じコード
(=似た⾳波形)

の場合は距離を近く,
そうでない場合は遠く
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補⾜: HuBERT [Hsu(Facebook)+, IEEE TASLPʼ21]

• Masked Language Modelに基づく⾃⼰教師あり学習モデル
– 出⼒トークン (⾔語モデルの単語に対応) は⾳声特徴のK-meansクラスタリングで作成

⼊⼒の⼀部をマスキング

⾳声特徴量などを
クラスタリングして
コードブックを作る

マスキングした区間の
コード値を推定させる
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補⾜: WavLM [Chen(Microsoft)+, IEEE JSTSPʼ22]

• HuBERT同様、Masked Language Modelに基づくモデル
• 妨害⾳声を加えて雑⾳除去をモデル内部で⾏わせるなどの改良を追加

妨害⾳声(緑)を与えつつ
⽬的⾳声(⻘)のコード列を

推定させる
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補⾜: Google USM [Zhang(Google)+, arXiv23/5]

• Masked Language Modelに基づく⾃⼰教師あり学習モデル
• 1000万時間以上/1,000⾔語以上の⾳声を利⽤, 2段階の事前学習を導⼊

1段階⽬︓
⾃⼰教師あり学習のみ
(~1000万時間, 数百⾔語)

2段階⽬︓
⾃⼰教師あり学習+⾳声認識
(1段階⽬+書き起こし付き
⾳声+書き起こしのみ)

3段階⽬︓
⽬的⾔語のみでFine-tune


